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Abstrakt. Motivaci pro vznik této metody je snaha o automatizaci ¢asové
narocné klasifikace dokumentd vrameci digitdlni knihovny. Navrhovana
puvodni metoda je zaloZzena na mnozinach polozek (itemsets), ¢imz rozsifuje
tradi¢ni oblast aplikace Apriori algoritmu, ktery je v naSem piipadé vyuzit
pouze pro generovani vstupnich dat. Je vhodna zejména pro automatickou
klasifikaci kratkych dokumentl (abstrakt, anotaci), ve kterych nelze
predpokladat opakovani slov opravilujici pouziti metod zaloZenych na Cetnosti
vyskytu termtt v dokumentu (metody TFxIDF). Piispévek prezentuje zakladni
principy metody a vysledky dosazené v praxi. Vysoka uspéSnost algoritmu
dovoluje realné nasazeni této metody v komerénim prosttedi. Metoda Itemsets
je urCena k integraci do rozsahlého informac¢niho systému podniku Zapadoceska
energetika, a.s.
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1 Uvod - struéné o digitalni knihovné

Vytvofeni digitalni knihovny je financné i Casové ndkladny ukol. Zatazované
publikace jsou vesmés chranény autorskym prédvem a je nutné platit za jejich pouziti.
Jelikoz abstrakty odbornych ¢lankti jsou obvykle na webu voln¢ pfistupné, piipadné
je lze vytvotit, je mozné levné vytvaiet knihovnu abstrakti. Podle jejich obsahu pak
uzivatelé knihovny zadaji o zakoupeni plného textu.

Digitalni knihovna pouzitd pii implementaci navrhovaného klasifikatoru je
realnou knihovnou nasazenou v komerénim prostfedi. Specializuje se na odborné
¢lanky z oblasti elektroenergetiky a trhu s elektrickou energii. Pro srovnani s jinymi
metodami byla pouzita kolekce Reuters-21578, celosvétové hojné vyuzivana pro
testovani klasifikacnich algoritmt. Testovana ceska kolekce 1 Reuters-21578 vykazuji
jistou podobnost, zejména v prumérné velikosti zafazovanych dokumentt. Tento
parametr je pro nasazeni metody itemsets nejvyznamné;jsi.
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Usporadani témat v Ceské knihovné odpovida organizacni struktufe uzivatele
knihovny a nebylo zvoleno tak, aby se automaticka klasifikace dokumentd usnadnila.
Nékteré tematické okruhy byly do knihovny dopliiovany za béhu podle potieby a
diive zaélenéné dokumenty jiz nebyly zpétné pietazovany. Tato skute¢nost degraduje
konec¢nou kvalitu klasifikace, nebot’ do faze uceni klasifikatoru se zanasi nepresnosti.

Pii implementaci technické knihovny se vychazelo z tiivrstvé architektury
s tenkym klientem (obvykly webovy prohlizec), aplika¢nim serverem (webovy server
Apache, skripty v jazyce PHP) a databazovym serverem (MySQL).

2 Klasifikace metodou Itemsets

2.1 Apriori algoritmus

Apriori algoritmus vyuzivime pouze pro generovani vstupnich dat pro klasifikator.
Vlastni klasifikacni metoda Itemsets je pivodni.

Apriori algoritmus (Agrawal a kol.) predstavuje G¢innou metodu dolovani znalosti
ve formé asociacnich pravidel [2]. Struény popis uvadime i v [3] a [4]. Jeho praktické
vyuziti spatfujeme i v oblasti kategorizace dokumentti. Pivodni Apriori algoritmus se
aplikuje na transakéni databaze nakupnich kost na trhu. Nasi obdobou této databaze
je pak mnozZina dokumenti reprezentovanych mnozinami vyznamovych termu.
V souladu s obvyklou terminologii budeme termy znalit jako polozky a mnoziny
termt jako mnoziny polozek (itemsets).

Apriori vlastnost je zadkladem procedury pro efektivni generovani kandidatnich
mnozin polozek. Ozna¢me T mnozinu klasifika¢nich tfid, Cy mnozinu kandidatnich k-
mnozin polozek a Fy mnozinu castych k-mnozin polozek. Generovani Fy z Cy a
potazmo Fy_; popisuje nasledujici algoritmus:

// Pro l-itemsety :
C: := vSechna vyznamova slova;
F, := J;
for V IlI; € C; do
for V t; € T do
if (podpora II; je ve tf¥idé tj vét3i nez dany minim&lni prah)
then begin
ptride]j II; do F;
break; // dalsi t¥idy neni nutno zkoumat
end;

// Pro k-itemsety, kde k 2> 2:
for V Il; € Fy.; do
for V Iy € Fyq, II; # Il do
if shoda(prvnich k-2 polozek v Il; a Il;) A posledni polozky se 1isi
then begin
c :=1II; join Il;;
// nutno zajistit ,Castost™ vSech podmnoZin:
if (3 podmnoZina s, s < ¢ majici k-1 prvka, kde s ¢ Fy)
then break;
// ¢ pat¥i do Gy, nyni nutno provéfit ,Castost™ kandidata:
else for V t, € T do
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if (podpora c je ve tridé t, véts3i neZ dany minimdlni préh)
then begin
pridej c do Fy;
break;
end;
end;

2.2 Terminologie

V ramci tohoto ¢lanku budeme vychazet z nasledujici notace:

I1; Mnozina (Castych) polozek DITJ; Mnozina dokument® obsahujicich IT;
T  Téma (klasifika¢ni tfida) |DITj| Pocet dokumentti obsahujicich IT;
D  Dokument DT; Mnozina dokumentt zafazenych do tématu
T;
D Mnozina vyznamovych termd DT Pocet dokumentii zafazenych do tématu T;
obsazenych v dokumentu D
L  Pocet tematickych okruht G Soubor mnozin polozek charakterizujicich
téma T;
N; Pocet €astych mnozin polozek o ICil Pocet mnozin polozek charakterizujicich
mohutnosti i téma T;
Na zéklad¢ vyse popsaného Apriori algoritmu definujeme casté mnoziny polozek
rizné mohutnosti. Pro jednice: 1y, [T, ..., [y, pro dvojice: I+, TIni+2, -- -5 Tni+n2s

pro trojice: Ininz+1, Tniinziz, -« Iinienzins atd.

2.3 Uloha Klasifikace

Ulohu klasifikace Ize rozdélit na dvé &asti: fize uceni a fize viastni klasifikace. Faze
uceni probiha v nasledujicich krocich:

(1) Nadefinovani hierarchie (stromu) tematickych oblasti — provadi odbornik na
danou problematiku. Nadefinuje se L klasifikacnich tfid (L odpovida poctu listovych
témat). (2) Rucni zatazeni urcitého poctu dokumentti do témat odbornikem. Jinymi
slovy, pro kazdou tfidu klasifikace definujeme klasifika¢ni atributy (trénovaci
mnozinu dat). Odbornik kategorizuje vSechny ,trénovaci“ dokumenty, které ma
k dispozici. Do kazdého tematického okruhu by mél spadat statisticky vyznamny
pocet dokumentu. (3) Automatické vytvoreni charakteristickych mnozin polozek pro
kazdy tematicky okruh. Béhem vlastni klasifikace vyuzivame charakteristickych
mnozin polozek k zatazovani dokumentti do pfislusnych témat.

2.4 Faze metody Itemsets

Féze uceni: Pro kaZzdou mnozinu ¢astych polozek ITj mlizeme zjistit reprezentativni
mnozZinu dokumentti obsahujicich IT;. Ozna¢me tuto mnoZzinu dokumentt jako DIT;. Je
patrné, ze mohutnost DIT; bude vy3si nez jistd prahova hodnota, nebot’ mnoZina IT;
byla vybrana jako Casta.

Mnozing IT; odpovida mnozina DIT;, IT, odpovida mnozina DIT,, atd. Pracujeme-
li pouze s jednicemi, dvojicemi, trojicemi a Ctveficemi, vytvoiime celkem N1 + N2 +
N3 + N4 mnozin dokumenta.
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Analogicky, pro kazdé téma T; existuje charakteristickd mnozina dokumentl
zatazenych do tohoto tématu. Ozna¢me tuto mnozinu jako DT;. Tématu T; odpovida
mnozina DT;, tématu T, pak mnozina DT,, atd. Celkem vytvofime L mnozin
dokumenti.

Nasim ukolem je stanovit urcity soubor charakteristickych mnozin polozek pro
kazdy tematicky okruh, pfiCemz kazdd mnozina polozek je asociovana
s podmnoZinou mnoziny vSech témat. Mnozina polozek IT; je asociovdna s témi
tématy T;, kde hodnoty vahy wp; piesahuji uréenou prahovou hodnotu (tato vaha
vyjadfuje, do jaké miry mnozina IT; charakterizuje tfidu T;). Jako efektivni se ukéazal
nasledujici vypocet kvalitativni vahy wry;:

|11, ADT,
" g {1 +[pr [ [on, b1
i j j i

i=1,2,...

Jmenovatel vzorce normalizuje vahy s ohledem na pocet dokumentd patficich do
témat T; a také s ohledem na to, zda se mnozina polozek nevyskytuje pfili§ ¢asto také
v jinych tématech. Dilezitost termu, které se Casto vyskytuji v jinych dokumentech
nez DT;, je tak potlacena (pozornosti neunikne analogie s principem metody
TFxIDF). Plivodné jsme k vypoctu wyj; pouzivali vzorec ve tvaru

|DIT, A DT,
Wy, =T
o7,
Tento vztah udava podporu mnoziny polozek ve tfidé, tj. hodnotu udavajici v kolika
procentech dokumenti tfidy se mnozina polozek vyskytuje. Tento fakt vSak nijak
nezohlednuje skutecnost, Ze mnozina polozek se muze Casto vyskytovat i v ostatnich
tfidach. Pokud by se mnozina polozek stala charakteristickou pro vSechny tfidy,
nepiedstavuje jeji vyskyt v dokumentu pro nds zadnou informacni hodnotu a na
klasifikaci se mlze projevit spiSe nepiiznivé. Vzhledem k blizkosti tematickych
okruh neumoziiovaly v tomto piipadé mnoziny polozek vyhovujici rozliSeni.
Naptiklad vyznamovy term ,energie se vzhledem k charakteru ceské knihovny
vyskytuje ve vice nez 1/3 vSech dokumentl — a je tedy asociovan s pomérné velkym
poctem tematickych okruhll. Potazmo i Casté k-tice obsahujici tento term spadaji do
velkého poctu témat, a tudiz pfinaseji do klasifikatoru jen velmi malou informacni
hodnotu.
Po asociaci mnozin polozek s konkrétnimi tématy na zakladé vyse uvedeného
vzorce ziskame soubory mnoZin poloZek C; reprezentujici konkrétni téma T;.
Faze klasifikace: Pii klasifikaci dokumenti musime brat do uvahy mohutnost mnozin
polozek, abychom rozlisili napt. shodu ve dvojicich od shody ve trojicich, nebot’
statistickd vyznamnost t€chto mnozin je rizna. Za timto Gcelem definujeme vahovy
faktor odpovidajici mohutnosti mnoziny polozek. Pro jednice pouzijeme wfj, pro
dvojice wf,, pro trojice wf;, atd.
Nyni muzeme pfistoupit k zafazovani dokumentu do tematickych okruhu.
Pfedpokladejme, Ze soubor Cj obsahuje polozky Iy, Iy, ..., Il Vypocteme vahu
odpovidajici pfesnosti asociace dokumentu D s tématem Tj:

i=12,...,L

</ _
WTI,):Z Wf"n‘XW“’ kde (I1, €C;) n(I1, < D) provSechna j=1,2,...,L

i=1
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Jinymi slovy, véha klasifikace je uréena souctem soucint vah wry; s vahovymi faktory
wig pro vSechny mnoZiny poloZek daného tématu, které jsou ziroven obsazeny
v zafazovaném dokumentu. Disledkem pouziti wpy; je zdlraznéni takovych mnozin
polozek, které téma T; charakterizuji nejlépe.

Dokument D bude zatazen do tématu Tj, jemuz odpovidd nejvyssi véha WT‘/’.

Miuzeme piirozen¢ chtit asociovat dokument s vétSim poctem témat. V takovém
ptipad¢ zafadime dokument D do vSech tfid, pro které véha Ww,” presidhne 0 %

maximalni dosazené w,” (4. 0 % véhy pro tiidu, do které dokument spada nejlépe).

Jako efektivni se ukazala volba 0 = 75 (viz vysledky). S rostouci hodnotou 6 klesa
presnost klasifikace, uplnost naopak roste. Ménime-1i dynamicky hodnotu parametru
0, presnost a uplnost se vzdy pohybuji opacnym smérem.

2.5 Modifikace metody — posuvné okénko

Jak jsme jiz uvedli, metoda nezohlednuje frekvenci vyskytu mnozin polozek
v dokumentu. Podstatné je pouze to, zda se mnozina polozek v dokumentu vibec
vyskytuje. Jednotlivé polozky které tvoii viceprvkové mnoziny polozek, se navic
nemuseji vyskytovat vedle sebe. Nemusi tvorit skute¢nou frazi, ¢i slovni spojeni, ale
sta¢i pouze fakt, Ze se spolecné vyskytuji dostatecné Casto v dokumentech nékteré
tiidy.

Tato volnost pfi hledani Castych mnozin polozek ma své opodstatnéni, nebot
naSim zajmem neni hledat fraze, ale skutené pouze mnoziny spolecné se
vyskytujicich termu. I pfes tento fakt je vhodné ovéfit, jak se bude metoda chovat
v ptipadé, kdy omezime vzdalenost mezi jednotlivymi termy tvoficimi viceprvkovou
mnozinu polozek.

Do implementace metody bylo pfidano restriktivni opatieni zajist'ujici akceptaci
pouze téch k-mnozin polozek (pro k > 2), které se vyskytuji v ramci okénka (angl.
sliding window). Rozmér okénka je nastavitelny, a je tedy mozné nastavit v jakém
rozpéti se miize mnozina polozek vyskytnout, aby byla jest¢ akceptovana. Pokud
nastavime pfi hledani dvojic rozmér okénka roven dvéma, nebo pfi hledani trojic
roven tfem, atd., budou se akceptovat pouze mnoziny polozek slozené z termt, jez se
vyskytuji vedle sebe. Nastavime-li rozméry okénka na pfili§ vysokou hodnotu (vesi
nebo rovnou délce nejdelsiho dokumentu), bude se metoda chovat stejné jako
v ptipadé, kdy se zadné okénko neuvazuje.

Nize uvedeny algoritmus popisuje kontrolu vyskytu mnoziny polozek v ramci
okénka uvnitf dokumentu. UvaZzujeme zde fakt, ze mizeme uréit pozici termu
v dokumentu. Pozice udava poradi konkrétniho slova v ramci dokumentu. Dokument
vzdy zacind slovem s pozici 1 a kon¢i slovem s pozici rovnou délce dokumentu.

nalezni prvni vyskyty vSech termt tvoficich mnoziny polozek uvniti dokumentu ;
while (1) Dbegin
MIN := pozice termu s nejnizsi pozici;
MAX := pozice termu s nejvyssi pozici;
if ((MAX - MIN) < VELIKOST OKENKA)
return 1; // OK mnozina polozek se vyskytuje v rdmci okénka
else begin

svwr




6 J. Hynek, K. Jezek: Automaticka klasifikace dokumentii...

if (dalsi vyskyt jiz neni)
return 0; // mnozina polozek se v rdmci okénka nevyskytuje
end;
end;

vvvvvv

specifikovat kolik vyskyti mnoziny polozek se musi v dokumentu v ramci okénka
nalézt, aby byl jeji vyskyt akceptovan. Zpracovavané dokumenty jsou vsak tak kratké,
ze neni vhodné si vicenasobny vyskyt mnoziny polozek v dokumentu vynucovat.

3 Slozitost algoritmu

Hodnoceni ¢asové a pamétové narocnosti klasifikace na datové kolekci Reuters-
21578 (10 202 dokumentd, 10 vhodnych tfid) se odviji od testd uvedenych v zavéru
¢lanku, kde porovnavame jednotlivé metody mezi sebou. Naindexovani textové
kolekce Reuters pred natrénovanim vyzaduje 23,8 MB RAM a priblizné 15 sekund.
Natrénovani klasifikatoru si vyzada necelych 10 MB RAM a 10 sekund, vlastni
klasifikace cca 5 MB RAM a 8 sekund. Lze tedy pocitat s Casem v fadu sekund na
natrénovani jedné tiidy (v konfiguraci PII-466, OS Windows 98). Spolehlivé
natrénovani tohoto objemu dat pfi generovani 2-mnozin polozek nebo vétSich
vyzaduje alesponn 128 MB RAM. Doba vypoctu pfi pouziti Apriori algoritmu je do
znacné miry zavisld na prahové hodnot€ pro vybér castych mnozin polozek.
S nartstajici mohutnosti Castych mnozin polozek rostou i Casové naroky. Je to
zpusobeno kombinovanim mnozin polozek niz$i mohutnosti ve smyslu Apriori
algoritmu.

4 Vyhodnoceni a porovnani s jinymi metodami klasifikace

Nasledujici tabulka shrnuje vysledky klasifikatoru dosazené na kolekci Reuters-
21578. Parametr “minimalni pocet dokumenti ve tfidé¢” byl nastaven na 50. Pro
kazdou tfidu se pouziva pevny pocet charakteristickych n-tic.

PC1 (Prah asociace charakteristického termu) ... Kazdou tfidu muze
charakterizovat pouze nékolik termd s nejlep$i vahou. Term bude uvazovan jako
charakteristicky pro tfidu tehdy, nabyva-li pfislusna vaha (mira s jakou je tfida slovem
charakterizovana) hodnoty alesponi ,,PC1‘ procent nejvyssi dosazené vahy.

MPD (min. pocet dokumentt tfidy s vyskytem termu) ... Term bude povazovan za
Casty, pokud se vyskytuje alespoii v ,,MPD* procentech dokumenti né&jaké tridy.

PAT (prah asociace tfidy) ... Dokument D zafadime do vSech tfid, pro které
vypoctena vaha WT? presahne ,,PAT % maximalni dosazené WT,D (tj. ,,PAT“ % vahy

pro tfidu, do které dokument spada nejlépe).

Pin, Rins Quns M- . .piesnost, Uplnost, jejich pramér a pocet dokumentt, jez se
musi klasifikovat ruéné pfi klasifikaci trénovacich dokumentu.

Py, Rty Qusy Mg . .presnost, uplnost, jejich primér a pocet dokumentt, jez se
musi klasifikovat ruéné pii klasifikaci testovacich dokumentt
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PC1 | MPD | PAT Ptrn Rtrn th Mtrn Ptst Rtst Qtst Mtst
[%] | [%] ] [%] | [%] | [%] | [%]] [%] | [%] | [%] |[%]
200 10| 40]88,79]95,37[92,08 | 1,64]85,5993,52]89,56] 2,61
201 10| 65]91,15[92,29(91,72] 1,64 189,05 [ 90,46 | 89,75 | 2,61
20 10 901]92,36 | 89,26 | 90,81 | 1,64]90,21 | 87,70 | 88,96 | 2,61
20 20 401]82,93196,15]89,54| 0,00 ] 82,33 | 95,43 | 88,88 | 0,00
20 20 65188,18 191,63 189,90] 0,00] 87,86 | 91,58 | 89,72 | 0,00
20 20 90] 89,36 | 86,68 | 88,02 | 0,00]90,13 | 87,88 | 89,01 | 0,00
201 30| 40]79,20]94,0986,64]0,00]79,0994,85[86,97]0,00
20 30 651 84,83 89,72 187,271 0,00 84,87 | 91,15 | 88,01 | 0,00
20 30 90] 87,69 | 86,54 | 87,11 0,00 ] 86,82 | 85,78 | 86,30 | 0,00
40 10 401 87,08 | 97,48 192,28 | 0,00 | 84,03 | 95,79 | 89,91 | 0,00
40 10 65192,07 | 94,11 | 93,09 | 0,00 ] 90,03 | 93,18 | 91,61 | 0,00
40| 10| 90]93,01][90,25[91,63]0,00]91,75]89,48[90,61 0,00
40 20 401 82,01]97,03 89,52 0,00] 80,90 | 95,86 | 88,38 | 0,00
40 20 651 88,54 193,29190,92] 0,00 ] 88,49 | 92,24 |1 90,36 | 0,00
40 20 901]90,54 | 87,93 | 89,24 | 0,00] 90,08 | 88,32 | 89,20 | 0,00
40| 30| 40]79,19]94,47]386,83]0,00]78,85]94,99 [ 86,92]0,00
40| 30| 65]84,87]89,68]87,28]0,00]85,18[91,22]88,20]0,00
40 30 901 87,94 | 86,75 | 87,35 0,00] 87,08 | 85,99 | 86,54 | 0,00

Rekordni hodnotou (& P a R) dosaZzenou pii dal§im ladéni parametri bylo 96,59 %.
V tomto piipadé byly vSak klasifikovany vyhradné dokumenty v pfedchozim pouzité
pro natrénovani, navic ve 47 % piipadl nenalezl algoritmus zadnou tfidu, tj. praci
nechal na knihovnikovi!. Uvazujeme-li radgji prakticky vyuziteln¢ vysledky, ftj.
klasifikuji se noveé prichozi dokumenty nepouzité k natrénovani a knihovnik
nezasahuje viibec (pro nas priorita), dosahli jsme stale vynikajicich 91,61 % (P =
90,03 %, R = 93,18 %). Jakykoli dalsi maly nartst & P a R vede k vyraznému nartistu
poctu dokumentu, jeZ je nutno zaradit rucné.

Pro porovnani s jinymi metodami jsme vyuzili vysledky uvedené v literatuie [2],
kde se ktestovani rGznych klasifikatort vyuziva téz kolekce Reuters-21578.
Porovnavané metody vyuzivaji 12 902 dokumentu, které byly klasifikovany do 118
ttid, pficemz vysledky se uvadi jen pro 10 nejvétSich (obsahuji témét 75 % vsech
dokumentil). Proto jsme stejné jako ostatni autofi pouzili jen tfidy obsahujici alespon
urity pocet dokumentli - vtomto pripadé¢ 180 ks, pfiCemz rozsah mohutnosti
jednotlivych tfid ¢inil 212 az 2 779 dokumentd. Dokumenty jsme rozdélili na
trénovaci a testovaci v poméru 3:1, stejné jako u porovnavanych metod.

Klasifikacni Itemsets NBayes BayesNets Linear SVM
metoda
gPaR 91,362 81,50 85,00 92,00

! Primér P a R zde pfirozené nezahrnuje ty dokumenty, které systém nebyl schopen
automaticky zaradit. Parametry vedouci k dosaZeni tohoto vysledku pro stru¢nost neuvadime,
nebot’ vysledek neni prakticky vyuzitelny.

2 Testujeme-li klasifikator na dokumentech pouzitych k natrénovéni, dosahujeme hodnoty
(P+R)/2 =91,90 %.
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5 Zavér

Mala primérna délka dokumentii (abstraktt) by v piipadé metod typu TFxIDF Ccinila
klasifikatoru problémy, v naSem piipad¢€ je naopak prospésna. Pii klasifikaci se totiz
nevychazi z opakovani vyskytu termd, avSak ze soucasného vyskytu uréitych dvojic,
trojic (obecné n-tic) termd, které se pouziji jako charakteristické. S rostouci délkou
dokumentii by se pouze zavlékaly dalsi obecné termy, které prave pro svoji obecnost
nelze chapat jako charakteristické pro tfidu, do které byl dokument rué¢né zatrazen.

Z dosazenych vysledku je ziejmé, Ze vysoka tispésnost klasifikatoru dovoluje jeho
nasazeni v redlném prostfedi. Casové i vykonové naroky algoritmu jsou velmi
rozumné, pfi¢emz k Cerpani absolutni vétSiny vypocetnich zdroji dochazi ve fazi
uceni, ktera mtize probihat off-line. Vlastni klasifikace je nesmirné rychla.

Dalsi vyzkum bude zaméfen na automatickou tvorbu anotaci k odbornym
¢lankiim, volbu parametrti s dopady na uspésnost klasifikace (délka dokumentt,
objem trénovacich dat, velikost tfid), modifikaci naivniho Bayesova klasifikatoru
o prvky metody Itemsets a rovnéz vyuziti zde popisované metody Itemsets ke
shlukovani dokumentu.
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Annotation:
Automatic Document Classification Using Itemsets

The essential point of this paper is to develop a method for automating time-consuming
document classification in a digital library. The original method proposed in this paper is based
on itemsets, extending traditional application of the Apriori algorithm. It is suitable for
automatic classification of short documents (abstracts, summaries) impeding usage of repeated
occurrence of terms, such as in term-frequency-based methods. The paper presents basic
principles of this method as well as results of its practical use. High success rate of the
classification algorithm allows its usage in real-life environment. The method will become an
integral part of the information system of a regional utility company.



